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1. Kokeilun onnistuminen

Å Sotelle tulee vuosittain yli 5000 avointa palautetta. Ennen palautteiden 

analysointia palautteista anonymisoitiin arkaluontoiset henkilötiedot 

onnistuneesti. 

Å Aineistosta saatiin analysoitua seuraavia asioita

Å aiheluokittelu

Å sentimenttiluokittelu

Å sisällönanalyysi

Å sijainti

Å Aineisto saatiin luokiteltua soten ennalta määrittelemiin omiin luokkiin

Å terveysasema

Å hammashoitola

Å sähköiset palvelut

Å Palautteista oli mahdollista nähdä palvelukulttuurin/toiminnan muutoksia

Å SAS toteutti tulosten esittämisen visuaalisena raporttina. Näkymiä voisi 

hyödyntää toiminnan aktiiviseen kehittämiseen.



2. Kokeilun eteneminen
1. Hankintaprosessi

Å Hankintaprosessi vei aikaa noin 2,5 kuukautta

Å Hankintaprosessissa käytetyt dokumentit

Å Tarjouspyyntö 

Å Vaikutusten arvioinnin työkalu

Å Käsittelytoimien kuvaus

Å Salassapitosopimus

Å Tietosuoja- ja salassapitoliite

Å Sopimus hankinnasta

Å Hankintaprosessin aikana kaikki dokumentit sekä kokeilun sisältö käytiin lävitse soten 

tietosuojalakimiesten kanssa

Å Kokeilu toteutettiin Azure-ympäristössä. Kanslia huolehti lisensseistä sekä ympäristön 

rakentamisesta.



2. Kokeilun eteneminen
2. Aineiston hankinta

Å aineistona käytettiin kaupungin kanslian ylläpitämän sähköisen palautejärjestelmän sosiaali- ja terveystoimelle 

saapuneita palautteita ajalta 2013-2019

Å IBM suoritti kaupungin palautejärjestelmään tietokantahaun, jolloin saatiin raaka-aineisto

Å kanslia poisti aineistosta sarakkeet, joissa oli palautteen antajan yhteystietoja

Å aineisto toimitettiin suojatun sähköpostin kautta zip -tiedostona sotelle

3. Aineiston anonymisointi

Å toimittaja anonymisoi aineiston soten työasemalla SAS Enterprise Guide -ohjelmistoa käyttäen

Å soten henkilö seurasi anonymisointia koko prosessin ajan, koska tietokoneelle oli kirjauduttu soten oman 

työntekijän tunnuksilla

Å 1. anonymisoinnin jälkeen aineisto silmäiltiin lävitse ja anonymisoinnissa huomattiin virheitä. Nämä virheet 

korjattiin 2. anonymisointi kertaa varten. 

Å anonymisointi tehtiin kahtena erillisenä päivänä. Yhteensä aikaa anonymisointiin meni yksi kokonainen työpäivä



2. Kokeilun eteneminen
4. Aineiston analysointi

Å anonymisoitu aineisto siirrettiin toimittajan palvelimelle analyysiympäristöön (SAS Viya) käyttäen soten omaa 

tietokonetta 

Å datan valmisteltiin käsiteltävään muotoon

Å tekstianalytiikan tekeminen

Å tekstin prosessoitiin suomen kieltä ymmärtävän mallin läpi

Å sääntöpohjaisten luokittelumallien teko

Å tekoälypohjaisten luokittelumallien teko

Å yhteiset välitulosten läpikäynnit

Å tulosten visualisointi ja interaktiivisten näkymien teko

Å tulosten raportointi

Å analysoinnin aikana pidettiin kaksi kokousta, joissa käytiin lävitse analysoinnin vaiheet ja tulokset

5. Kokeilun päättyminen

Å loppuraportti tehtiin yhdessä toimittajan kanssa

Å Kokeilujen tuloksia esitellään sisäisesti soten eri toiminnoissa ja tehdään mahdolliset päätökset kokeilujen 

jatkamisesta osana normaalia toimintaa



3. Kokeilun tuotokset: anonymisointi

Å Anonymisointi toteutettiin SAS Enterprise Guide -ohjelmistoa 

käyttäen soten työasemalla

Å Anonymisointi koski vapaata palautetekstikenttää. Vaikka asiakkaita 

pyydetään välttämään henkilötietojen antamista, joitakin 

arkaluontoisia tietoja palautteissa esiintyi. Palautetekstistä 

anonymisoitiin
Å nimet

Å puhelinnumerot

Å osoitteet ja sähköpostiosoitteet

Å tilinumerot

Å henkilötunnukset



3. Kokeilun tuotokset: anonymisointi

Å Eri asioiden anonymisointi tehtiin vaiheittain. Tuloksille tehtiin tarkastuksia, jotta 

anonymisointi poistaa oikeita asioita ja mahdollisimman vähän muuta tietoa. 

Å Anonymisointi toteutettiin PRXCHANGE funktiolla, jota voi SAS Enterprise 

Guiden lisäksi hyödyntää myös SAS Viyassa (jossa analyysi tehtiin)
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Kokeilun aineiston 
analysointi ja tuotokset



Tekstianalytiikka
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Å Text parsing vastaa kielen ymmärtämisestä. 

Se tunnistaa sanojen taivutukset ja niiden 

roolit

Å Sentiment vastaa tekstin luokittelusta 

positiiviseen, neutraaliin ja negatiiviseen 

sentimenttiin. 

Å Topics vastaa ohjaamattomasta oppimisesta 

ja sillä voidaan löytää tekstistä aiheita, joista 

kirjoitetaan suunnilleen samalla tavalla

Å Categories vastaa ohjattuun oppimiseen 

pohjautuvasta ja sääntöpohjaisesta tekstin 

luokittelusta 



Tekstianalytiikka Suomen kielen tuki

Å Suomen kielen tuki on tärkeää, koska erilaisia taivutuksia on lukuisia

Å Alla näkyy esimerkkinä suurin osa sanan lääkäri taivutuksista, jotka löytyvät palautteista
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Tekoälyn opettaminen tekstidatalla
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ÅTekoälyn opetusaineistoksi 

tarvitaan vapaa teksti 

(palaute) ja kategoria, jonka 

tunnistaminen sille halutaan 

opettaa

ÅTekoäly oppii relevantit sanat 

millä palaute saadaan 

luokiteltua oikeaan 

kategoriaan

ÅOikealla esimerkki sanoista, 

jotka tekoäly oppii 

yhdistämään 

puhelinpalveluun 

(takaisinsoitto, puhelin, soida, 

vastata jne.)



Tekoälyn opettaminen tekstidatalla -
sähköinen asiointi

ÅKokeilussa tavoitteena oli tutkia 

onnistuuko luokittelijan kouluttaminen 

sähköisille palveluille

ÅTekoälyllä onnistutaan tunnistamaan 

pelkästään opetusdatan perusteella, 

että esimerkiksi seuraavat termit 

liittyvät aiheeseen

Åsähköinen asiointi

Ålinkki

Åkansio

Åsivu

ÅTekoäly pyrkii löytämään termejä, jotka 

esiintyvät mahdollisimmat paljon 

kyseisessä kategoriassa ja 

mahdollisimman vähän muissa 

kategorioissa



Tekoälyn opettaminen tekstidatalla ð
sähköiset palvelut
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ÅMallin luokittelut vastaavat hyvin 

historiadatassa olevia luokkia. Luokittelu olisi 

mahdollista automatisoida tekoälymallin avulla.

ÅTekoäly on suurimmaksi osaksi samaa mieltä 

ihmisten tekemien luokittelujen kanssa. 

ÅValtaosa on ihmisen luokittelun perusteella 

kuuluneet Internet ja Sähköinen asiointi 

kategorioihin, joten malli toimii kuten pitää

ÅMuissa osumissa palvelun 

hakemiseen/löytymiseen, terveys- ja 

päihdepalveluihin jne. on sekundäärisenä 

kategoriana sähköiset palvelut tai niissä 

kirjoitetaan selkeästi aiheesta, mutta ihminen 

ei ole vain laittanut palautetta kaikkiin 

mahdollisiin luokkiin

ÅIhmisten luokitteluvirheet ovat myös 

haasteellisia opetusaineiston laadun kannalta



Sijainti ja hoitotyyppi

ÅSijaintitietoa ja hoitotyyppiä ei ollut 

datassa, joten niiden suhteen ei 

voitu heti tehdä koneoppimismallia 

luokitteluun

Åluokittelusäännöt tehtiin 

manuaalisesti

ÅSijainneille ja hoitotyypeille tehtiin 

hyvin suoraviivaiset säännöt datan 

tutkimisen pohjalta, joilla saadaan 

kiinni valtaosa tapauksista



Sijainti ja hoitotyyppi
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ÅSijainti ja hoitotyyppi ovat uutta 

rakenteellista tietoa, jotka 

tuotettiin tekstianalytiikan avulla

ÅNyt saadaan ensimmäistä 

kertaa näkymä mistä 

sijainneista palautetta tulee 

eniten

ÅNäkymä on interaktiivinen, jotta 

on helppo tutkia vaikka 

palautteita, jotka liittyvät 

Vuosaareen ja niissä mainitaan 

terveysasema

ÅKaikki palautteet eivät liity 

mihinkään tiettyyn sijaintiin, 

koska ne kohdistuvat sähköisiin 

palveluihin

ÅAnonymisointi poisti osan 

sijaintitiedoista, joten sitä ei ole 

tiedossa välttämättä kaikista 

palautteista



Aihemallinnus ðhoitoon pääsyn haasteet

17

ÅAihemallinnus on nopea ja 

dynaaminen tapa etsiä 

alakategorioita valmiiksi 

määriteltyjen kategorioiden alta

ÅNäin voidaan tutkia mihin esim. 

hoitoon pääsyn ongelmat 

tyypillisesti liittyvät

ÅKun kategoriat eivät ole kaikki 

ennalta määriteltyjä, voidaan 

havaita uusia haasteita joihin 

pitää puuttua

ÅAihemallinnuksen perusteella 

löytyy selkeitä kategorioita esim. 

silmänpohjakuvaukseen, 

hammashoitoon, 

takaisinsoittoon ja sähköiseen 

viestipalveluun



Aihemallinnus ðsähköisten palvelujen 
haasteet
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ÅAihemallinnus on nopea ja 

dynaaminen tapa etsiä 

alakategorioita valmiiksi 

määriteltyjen kategorioiden alta

ÅNäin voidaan tutkia mihin esim. 

hoitoon pääsyn ongelmat 

tyypillisesti liittyvät

ÅKun kategoriat eivät ole kaikki 

ennalta määriteltyjä, voidaan 

havaita uusia haasteita joihin 

pitää puuttua

ÅAihemallinnuksen perusteella 

löytyy selkeitä kategorioita esim. 

silmänpohjakuvaukseen, 

hammashoitoon, 

takaisinsoittoon ja sähköiseen 

viestipalveluun



Aihemallinnus ðHenkilökunnan ammattitaito



Palautemäärien ennustaminen
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ÅPalautemääriä voidaan 

ennustaa, koska ne 

seuraavat selkeää 

vuosisykliä

ÅTietoa voidaan hyödyntää 

sopivan resursoinnin 

suunnittelemisessa, jotta 

henkilöitä on riittävästi 

palautteen käsittelyyn



Palvelukulttuurin & toiminnan muutos ajassa
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ÅKun kategorioita 

tarkastellaan yli ajan datasta 

on havaittavissa trendejä ja 

shokkeja

ÅEsimerkiksi internetiin 

liittyviä palautteita on 

alkanut tulemaan 

huomattavasti ennen 2018 

alun jälkeen

ÅDatasta voi löytyä myös 

shokkeja joiden osalta olisi 

hyvä varmistaa että niihin 

saadaan reagoitua. 

Esimerkiksi 2017 hoitoon 

pääsyssä on tapahtunut 

selkeä shokki. Tämän 

tarkempi tutkiminen 

seuraavalla sivulla



Shokin selvittäminen
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ÅKun yhdistetään 

tekstianalytiikalla tuotettu 

sijainti- ja kategoriatieto 

päästään kiinni minne 

hoitoon pääsy ongelmat 

liittyvät (jotka havaittiin 

aikajanalta)

Å2017 alun hoitoon pääsy 

haasteet liittyivät pääosin 

Vuosaareen ja Töölöön



Kielen tunnistaminen

ÅMyös kielen luokittelu pystyttäisiin 

automatisoimaan tekoälyllä

ÅTällä hetkellä esimerkiksi osa 

(ainakin 127 kpl) ruotsin kielisistä 

palautteista on luokiteltu suomen 

kielisiksi



Palautetyyppi ðmoitteet

ÅMoitteet ja kiitokset voidaan 

luokitella historia-aineiston 

pohjalta koulutetulla 

tekoälymallilla

ÅTekoälymalli saa luokiteltua n. 90 

% blame kategoriaan kuuluneista 

myös samalla tavalla

ÅPalautteiden luokittelutarkkuuden 

raportointi ei kuitenkaan ole kovin 

yksiselitteistä, koska palautteet 

ovat voineet kuulua useaan 

kategoriaan yhtä aikaa

ÅValmiin sentimenttimallin sijaan 

(tai ainakin lisäksi) kannattaa 

käyttää aineistolla opetettua 

mallia. Blame on negatiivista, 

thank positiivista ja muut ovat 

neutraaleja.



Palautetyyppi ðmoitteet ja kiitokset
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ÅKiitosten tunnistaminen 

näyttäisi olevan tekoälyn 

kannalta selkeämpää

ÅKiitospalautteet ovat 

yhdenmukaisempia ja 

jakautuvat vähemmän 

useampaan eri kategoriaan



Olemassa olevat kategoriat ja niiden 
järkevöitys uutta palautejärjestelmää varten

ÅTällä hetkellä palautekategorioita 

on valtava määrä

Å60 prosentissa kategorioista on 

alle 10 kappaletta palautteita

ÅKategoriat ovat monet 

päällekkäisiä mikä hankaloittaa 

tekoälyn opettamista

ÅKategorioiden määrän vuoksi 

niitä ei käytetä johdonmukaisesti 

vaan samanlainen palaute voi 

olla eri kategorioissa

ÅUutta palautejärjestelmää varten 

kategorioita voisi karsia ja 

yhdistää



Olemassa olevat kategoriat ja niiden 
järkevöitys uutta palautejärjestelmää varten

ÅOikealla esitetty kategoriat, joissa 

vähintään 100 palautetta

ÅNäistä saa hyvän pohjan 

kategorioille joita voisi käyttää uuden 

palautejärjestelmän luokkina

ÅNiitä kuitenkin pitää ensin karsia ja 

yhdistää

ÅMyös sijainnin ja aiheen erottelu 

omaksi luokakseen voisi olla 

hyödyllistä

ÅKaikelle ei kannata tehdä valmista 

kategoriaa vaan hyödyntää 

aihemallinnusta kuten tässäkin 

esityksessä on demonstroitu 

(silmänpohjakuvat hoitoon pääsyn 

alakategoriana)



4. Opit tekoälyn mahdollisuuksista

Å Kaupungilla ja toimialoilla on hyvin paljon erilaisia laajoja datamassoja, 

joita analysoimalla saadaan tietoa palvelujen kehittämiseen

Å Tekoäly pystyy lyhyessä ajassa analysoimaan kirjoitettua tekstiä ja 

muodostamaan näistä analyysejä ja tuloksia, joita voidaan hyödyntää 

palvelujen kehittämisessä

Å Tekoäly pystyy luokittelemaan tekstin automaattisesti, jolloin 

saadaan yhtenevä luokittelu

Å Palautteiden analysoinnin avulla voidaan myös esimerkiksi kohdentaa 

työntekijäresursseja oikeisiin kohteisiin

Å palautemäärien ennustaminen

Å Löydetään yksiköt, joihin tulee paljon palautetta



5. Opit tekoälyn kehittämisestä

ǒ Anonymisointi toimi hyvin, mutta se poisti myös muutamien 

toimipaikkojen nimet datasta. Ne kuitenkin pystyy korjaamaan mikäli 

kokeilusta edetään tuotannolliseen tekemiseen

ǒ Palautteista pitäisi mahdollisesti poistaa automaattisesti generoituvat 

osiot, mikäli ne eivät ole mukana siinä vaiheessa kun palaute pitäisi 

luokitella automaattisesti. Kone oppii hyödyntämään niitä luokitteluissa ja 

ne saavat paljon painoarvoa, koska ne toistuvat monissa palautteissa.

ǒ Olemassa olevia kategorioita on liikaa ja niitä käytetään 

epäjohdonmukaisesti. Harvoin käytetyt ja päällekkäiset (esim. useita 

sähköiseen asiointiin liittyviä) kategoriat aiheuttavat ongelmia, mikäli 

nekin halutaan ottaa mukaan luokittelumalliin



6. Opit kokeilemisesta
ǒ Hankintaprosessi vie aikaa

ǒ eniten aikaa vievät hankintraprosessiin liittyvien dokumenttien täyttö sekä 

hyväksyttäminen eri henkilöillä

ǒ tarvittavan lainsäädännön huomiointi, erityisesti tietosuojaan liittyen

ǒ Aineiston hankintaan on varattava aikaa

ǒ tässä kokeilussa IBM teki tietokantahaun palautejärjestelmään. 

tietokantahaun tekeminen oli hidasta ja se tuli tehdä yöaikaan, koska 

muuten palautejärjestelmä olisi hidastunut

ǒ Varattava riittävästi omaa työaikaa asioiden selvittämiseen ja itse työn 

tekemiseen

ǒ Itse aineiston anonymisointi ja analysointi suoritettiin nopeasti noin kolmessa 

viikossa

ǒ Oltava toimiva verkosto ja sitoutuneet sidosryhmät asioiden selvittämiseen sekä 

riittävä tuki oman toimialan sisällä



6. Opit kokeilemisesta: toimittajan näkökulma

ǒ Saatiin skaalaetua kun useampi kokeilu tehtiin samalla alustalla

ǒ Tehtiin asioita tavalla, jotka on vietävissä laajamittaiseen käyttöön 

kokeilun jälkeen (yhden läppärin sijaan usean henkilön hyödyntämä 

alusta). 

ǒ Sopimusasioihin ja ympäristön pystyttämiseen varattava enemmän 

aikaa. Tosin tämä varmaan helpottuu kokemusta karttuu



7. Opit resursoinnista

ǒ Eniten aikaa kului hankintaprosessiin liittyvien dokumenttien 

täyttämisessä sekä niiden hyväksyttämisessä

ǒ Lisäksi aikaa kului paljon selvitystyöhön 

ǒ Mitä dokumentteja tarvitaan hankintaprosessiin?

ǒ Tietosuojan huomioiminen kokeilussa ja siihen liittyvät toimenpiteet

ǒ Hankintaprosessiin liittyvien sopimusten tekeminen ja hyväksyttäminen 

veivät paljon aikaa

ǒ Omaa aikaa tulee varata reilusti kokeilun alkuun

ǒ Aineiston anonymisointi ja analysointi tehtiin nopeasti toimittajan osalta



ǒ Käytetyt tunnit esitetty taulukossa

ǒ Tunnit jakautuivat tasaisesti koko työskentelyvaiheelle

7. Opit resursoinnista: toimittajan näkökulma

Työvaihe Tunnit yhteensä

Asennukset & ympäristön konfigurointi (jyvitys) 13 h

Anonymisointi 36 h

Analyysi & loppuraportin teko 40 h 



8. Kokeilun tekninen ympäristö
ǒ Kokeilu toteutettiin SASin uuden sukupolven Viya tekoälyalustalla. Helsingin kaupungilla on 

ennestään käytössään myös vanhempia SAS tuotteita, kuten Enterprise Guide, jota hyödynnettiin 

myös kokeiluissa

ǒ SAS Viya alusta asennettiin Helsingin kaupungin Azure-pilviympäristöön. SAS teki asennuksen ja 

Fujitsu hoiti palvelin puolen. Kokeilussa haluttiin testata jo tuotannonomaista käyttöä, joten siksi 

päätettiin pystyttää alusta suoraan Helsingin kaupungin omaan Azureen.

ǒ Datat toimitettiin yksittäisinä tiedostoina, jotka ladattiin ympäristön muistiin. SAS Viya pystyy 

tekemään laskennan muistinvaraisesti, joten erillistä tietokantaa ei tarvittu tässä vaiheessa.

ǒ Samalla ympäristöllä pystyttiin toteuttamaan neljä kokeilua yhtä aikaa

ǒ Hyödynnetyt algoritmit vaihtelivat projekteittain 

ǒ Rakenteellista dataa hyödyntävissä tapauksissa käytettiin ohjatun oppimisen algoritmeja

ǒ Neuroverkko

ǒ Päätöspuut, Gradient boosting, Forest

ǒ Regressio

ǒ Ei-rakenteellista dataa (tekstiä) hyödyntävissä projekteissa hyödynnettiin 

ǒ Ohjaamattoman oppimisen aihemallinnusalgoritmeja: latent dirichlet allocation / singular

value decomposition

ǒ Ohjatun oppimisen algoritmeja tekstin luokitteluun: SAS Boolean Rule Action Set

ǒ Kielimallia, joka vastaa tekstin ymmärtämisestä ja parsimisesta



8. Kokeilun tekninen ympäristö



SAS Viyalla pystytään toteuttamaan valtava 
määrä erilaisia tekoälyn käyttötapauksia

Å Samaa alustaa pystyy hyödyntämään 

moneen tekoälyn käyttötapaukseen

Å Koneoppiminen

Å Syväoppiminen

Å Konenäkö

Å Tekstianalytiikka

Å Aikasarjaennustaminen

Å Optimointi

Å Tilastollinen analyysi

Å Visualisointi

Å Alustassa myös vahvat kyvykkyydet 

tuotannollistamiseen, jotta projektit 

eivät jää kokeiluksi ja niistä saadaan 

jatkuvia hyötyjä

Å Vältytään vaikeasti hallittavalta 

joukolta pisteratkaisuja kun yhdellä 

alustalla voi ratkaista monta haastetta



SAS Viya mahdollistaa tekoälyn elinkaaren 
kaikki vaiheet ja varsinkin tuotannollistamisen

1. Datan valmistelu: yhdistely, 

muutokset, uusien muuttujien 

luonti etc.

2. Explorointi & 

visualisointi: Datan nopea 

tutkiminen ja tekoälyn 

hyödyntäminen visuaalisilla 

käyttöliittymillä

3. Tekoälymallien kehitys ja 

hienosäätö: Erilaisia 

algoritmeja on nopeaa verrata 

tosiaan vastaan ja saada paras 

mahdollinen malli datalle

4. Mallien hallinta: 

Tekoälymallit voidaan 

rekisteröidä keskitettyyn 

mallien hallintaan, jotta 

tiedetään missä ne ovat, kuka 

ne on tehnyt ja mikä versio on 

käytössä. 

5. Tuotannollistaminen : Tekoälymallit 

voidaan tuotannollistaa sellaisenaan 

(eräajo / reaaliaikainen) tai lisätä osaksi 

päättelyketjuja. Näin ne voivat päivittää 

esim. näkymiä tasaisin väliajoin tai 

palvella automaattiprosesseja.

6. Päättelyketjut: 

Tyypillisesti 

automaattiprosessit vaativat 

tekoälymallien, sääntöjen, 

koodin ja tietokantahakujen 

yhdistelyä. Ne voidaan 

yhdistää yhdeksi ketjuksi, 

jolloin ne ovat helposti 

hallittavissa.

7. Monitorointi: Tekoälymallien 

performanssia voidaan seurata, jotta 

mahdollinen uudelleen 

kouluttamisen tarve huomataan 

ajoissa.

8. Uudelleen koulutus: Data ja 

ymmärrys siitä harvoin pysyvät 

samanlaisena ikuisesti, joten jossain 

vaiheessa on syytä uudelleen 

kouluttaa mallit, jolloin elinkaari alkaa 

taas alusta.



9. Kokeilun data
ǒ Aineiston hankintaan on varattava aikaa

ǒ Tässä kokeilussa IBM teki tietokantahaun palautejärjestelmään. 

Tietokantahaun tekeminen oli hidasta ja se tuli tehdä yöaikaan, koska 

muuten palautejärjestelmä olisi hidastunut

ǒ Aineiston hankinta

Å aineistona käytettiin kaupungin kanslian ylläpitämän sähköisen 

palautejärjestelmän palautteita ajalta 2013-2019 (palautteita 30 800kpl)

Å IBM teki kaupungin palautejärjestelmään tietokantahaun, jolloin saatiin 

raaka-aineisto

Å kanslia poisti aineistosta sarakkeet, joissa oli palautteen antajan 

yhteystietoja. Avoimen palautteen lisäksi data sisälsi palautekategorian 

(Internet, puhelinpalvelu, henkilökunnan toiminta jne.) ja palautteen tyypin 

(moite, idea, kysymys, kiitos, muu)

Å aineisto toimitettiin suojatun sähköpostin kautta zip. Tiedostona sotelle. 

Aineisto oli CSV-muodossa.

Mitä dataa kokeilussa käytettiin? Mistä ja missä muodossa data 



10. Jatkopäätökset ja -ideat

ǒ Kokeilun tulokset esitellään soten hallinnon päälliköiden 

viikkopalaverissa 30.3.2020 sekä soten johdon aamupalaverissa 6.4

ǒ Jatkotoimenpiteet määräytyvät näiden kokousten pohjalta



Pikapalautejärjestelmän 
asiakaspalautteen analysointi 

tekoälyllä

Helsingin kaupunki: Satu Halttunen, Liisa Takkunen ja Anne Linden

SAS Institute: Antti Heino, Johannes Laakso, Kim Molin



1. Kokeilun onnistuminen

ǒ Terveysasemille ja suun terveydenhuoltoon tuli vuoden 2019 aikana yli 

160 000 pikapalautetta. Ne pystyttiin nyt analysoimaan ja tuottamaan 

uutta tietoa asiakaskokemuksesta. 

ǒ Lisäksi sotella on käytössään useita muita tietolähteitä ja tilastoja, joita 

voidaan yhdistää asiakaskokemustietoon. Erilaisia 

organisaatiokohtaisia tilastoja yhdistettiin pikapalautteeseen ja saatiin 

ymmärrystä siitä, miten ne vaikuttavat asiakaskokemukseen. 



2. Kokeilun eteneminen
1. Hankintaprosessi

Å Hankintaprosessi vei aikaa noin 2,5 kuukautta

Å Hankintaprosessissa käytetyt dokumentit

Å Tarjouspyyntö 

Å Käsittelytoimien kuvaus

Å Salassapitosopimus

Å Tietosuoja- ja salassapitoliite

Å Sopimus hankinnasta

Å Hankintaprosessin aikana kaikki dokumentit sekä kokeilun sisältö käytiin lävitse soten tietosuojalakimiesten 

kanssa

Å Kokeilu toteutettiin Azure-ympäristössä. Kanslia huolehti lisensseistä sekä ympäristön rakentamisesta.



2. Kokeilun eteneminen
2. Käytetyt aineistot

Å kuormitus_hamm_terv_huh_marr_2019.csv

Å kaynnit_hamm_tervasema_huhti_marr_2019.csv

Å feedbackly_data_suunte.csv

Å feedbackly_data_ta.csv

Å organisaatiohierarkia.csv

Å Henkilö_ja_vakanssimäärät_tersi_suunte_2019.xlsx

Å Potilaan_keskimääräinen_kustannus_terveysasemittain_2018.xlsx

Å Suunte_T3_jonotusajat_2019.xlsx

Å Terveysasemittain_T3_Jonotusaikojen_mediaanit_2019.xlsx

Å Käytetyt aineistot pyydettiin usealta eri hallinnonalalta eli aineistoja ei löytynyt esimerkiksi yhdestä tietovarastosta

Å Kaikkiin aineistoihin lisättiin toimipistekohtainen tunnistekoodi, joka vei aikaa

Å Aineistojen löytämisessä tärkeää oli hyvä yhteistyö sidosryhmien välillä

Å Soten tilastopalvelut eivät tuota kaikkia soten tilastoja



2. Kokeilun eteneminen
3. Aineiston analysointi

Å aineisto siirrettiin toimittajan palvelimelle analyysiympäristöön (SAS Viya) 

Å data valmisteltiin käsiteltävään muotoon

Å Taulujen yhdistäminen, summaaminen sekä keskiarvoistaminen pvm ja OID 

(terveysasema/hammashoitola) tasolle

Å datan tutkiminen

Å tekoälymallien kouluttaminen

Å yhteiset välitulosten läpikäynnit

Å tulosten visualisointi ja interaktiivisten näkymien teko

Å tulosten raportointi

Å analysoinnin aikana pidettiin kaksi kokousta, joissa käytiin lävitse analysoinnin vaiheet ja tulokset

4. Kokeilun päättyminen

Å loppuraportti tehtiin yhdessä toimittajan kanssa

Å Kokeilujen tuloksia esitellään sisäisesti soten eri toiminnoissa ja tehdään mahdolliset päätökset 

kokeilujen jatkamisesta osana normaalia toimintaa



Å Ensimmäinen askel oli eri 

datalähteiden valmistelu

Å Datat yhdistettiin yhdeksi 

suureksi tauluksi

Å Tiedot summattiin / 

keskiarvoistettiin per OID 

ja pvm

Å Yhdistelyn tuloksena 

saatiin analyysitaulu, 

jossa oli 56 saraketta ja 

7800 riviä

Å Taulusta pystytään 

analysoimaan mitkä 

tekijät vaikuttavat päivän 

keskimääräiseen 

tyytyväisyyteen
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3. Kokeilun tuotokset: datan 
valmistelu
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Å Yhdistetty palautedata voidaan antaa 

esimerkiksi neuroverkkoalgoritmille, 

joka ymmärtää mitkä tekijät vaikuttavat 

eniten asiakastyytyväisyyteen

Å Tietoa voidaan hyödyntää palveluiden 

suunnitteluun ja kehittämiseen kun 

ymmärretään mitkä tekijät vaikuttavat 

eniten asiakastyytyväisyyteen ja kuinka 

paljon

Å Algoritmia voidaan käyttää myös 

ennustamaan mikä kunkin päivän 

asiakastyytyväisyys on asemittain

Å Jos päivän toteumat alkavat poiketa 

merkittävästi ennusteesta, asiaan 

voidaan reagoida 

3. Kokeilun tuotokset: tekoälyn 
käyttäminen



Kokeilun aineiston 
analysointi ja tuotokset



Tyytyväisyyteen vaikuttavat tekijät

Å Algoritmi kertoo mitkä tekijät ovat 

tärkeimpiä selittäviä tekijöitä 

asiakastyytyväisyyden kannalta

Å Hyvin tärkeitä tekijöitä ovat 

esimerkiksi: 

Å alue / asema

Å vakinaisten / määräaikaisen 

osuus

Å viikonpäivä

Å päivän maksimimäärä asiakkaita 

yhden tunnin sisällä

Å asiakkaiden määrä yhteensä



Miten yksittäinen tekijä vaikuttaa

Å Ennustemalleja voi rakentaa visuaalisessa 

käyttöliittymässä jolloin tuloksia on helppo 

tutkia interaktiivisesti

Å Tähän on tuotu tuloksista vain kaksi Partial

Dependence (PD) kuvaajaa esimerkkinä

Å PD kuvaajista nähdään miten tietty tekijä 

vaikuttaa keskimäärin 

asiakastyytyväisyyteen

Å Mitä enemmän asiakkaita päivän sisällä sen 

pienempi keskimäärin on 

asiakastyytyväisyys

Å Myös alue/asema vaikuttaa, pohjoisen 

terveysasemien tyytyväisyys on muita 

korkeampi



Ennusteen tarkkuus
Å Mallien tarkkuutta voidaan arvioida alla olevilla 

kuvaajilla, joista nähdään mikäli ennuste (predicted) 

seurailee hyvin historiallista toteumaa (observed)

Å Ennustetta voi myös suoraan verrata toteumaan 

päivä ja asematasolla (kts taulukko oikealla) 

Å Useissa tapauksissa ennuste on hyvin lähellä 

toteutunutta, mutta joissakin tapauksissa päivän 

aikana on saattanut tapahtua jotakin mitä datassa 

ei näy. Silloin ennuste tyypillisesti poikkeaa 

toteutuneesta.



Yksittäisten tekijöiden vaikutus - vakanssit

Å Yhdistelyä dataa voi myös tutkia 

visuaalisesti

Å Tällöin täytyy pitää mielessä, 

että yksinkertaistamme asioita 

emmekä ota huomioon useiden 

tekijöiden interaktioita, joita 

algoritmeilla pystytään 

mallintamaan

Å Ensimmäisenä esimerkkinä 

vakanssien %-osuus 

henkilöstöstä
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ÅVakituisten henkilöiden 

osuus kokonaishenkilöstöstä 

näyttäisi parantavan 

tyytyväisyyttä

ÅVaikutussuhde 

päinvastainen 

määräaikaisilla

ÅTietoa voi hyödyntää 

etsimään tasoja, jotka eivät 

enää paranna tyytyväisyyttä

ÅSe ei juurikaan esimerkiksi 

nouse enää kun vakinaisten 

osuus on 88%
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Yksittäisten tekijöiden vaikutus ðvakituiset ja 
määräaikaiset
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Yksittäisten tekijöiden vaikutus ðkustannukset
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Yksittäisten tekijöiden vaikutus ðpäivä, alue & 
asema

ÅPohjoisen terveysasemilla 

on keskimäärin korkein 

tyytyväisyys

ÅMaanantaina on alhaisin 

tyytyväisyys ja se nousee 

viikon aikana

ÅPaloheinän 

terveysasemalla on 

keskimäärin paras 

tyytyväisyys ja 

Kannelmäessä huonoin

ÅSuunterveydessä on 

keskimäärin hyvä 

tyytyväisyys verrattuna 

terveysasemiin
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Yksittäisten tekijöiden vaikutus ðmax
asiakasmäärä

ÅPäivän maksimimäärä 

asiakkaita yhden tunnin 

sisällä vaikuttaa myös 

tyytyväisyyteen

ÅTällä tarkoitus huomata 

ruuhkahuippuja

ÅMitä suurempi asiakasmäärä 

on ollut päivän kiireisimmän 

tunnin aikana niin sitä 

heikompi keskimäärin on 

asiakastyytyväisyys



Yksittäisten tekijöiden vaikutus ðasiakasmäärät 
per kellonaika


